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摘要: 针对城市配电网需求侧响应，以轨道交通综合用能的超短期负荷预测为研究对象，考虑了因气候条件与客

流量变化而导致地铁环控系统负荷的高峰值、周期性的特点，基于实时环控能耗、客流人脸识别计数、室外气象参

数及站内热环境条件等数据，提出了一种基于混合深度学习的超短期负荷预测方法。针对径向基函数（radial basis 
function, RBF）神经网络的预测精度取决于径向基中心点的数量及其位置的问题，利用 k-Means方法和粒子群优化

算法（particle swarm optimization, PSO）分别依次优化 RBF 神经网络最优径向基中心点的数量和位置，提升了多因

素影响下轨道交通综合用能超短期负荷预测准确性。为了验证所提方法的有效性，采用了武汉地区地铁站实际客

流数据进行分析，准确率达到 97% 以上，证明了该模型的高效性和实用性。
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Abstract： The demand response of urban distribution networks is a critical area of study, particularly in the 
context of rail transit systems. This work focused on the ultra short-term load forecasting of integrated energy 
consumption in rail transit, considering the unique characteristics of peak values and periodicity in the load of 
metro thermo-environmental system, which are influenced by changes in climatic conditions and passenger flow. 
A hybrid deep learning-based approach was proposed for ultra short-term load forecasting, utilizing data from 
various sources, including real-time energy consumption of thermo-environmental system, passenger flow 
counting via face recognition, outdoor meteorological parameters, and thermal environment conditions inside 
stations. This approach addressed the challenge that the prediction accuracy of radial basis function (RBF) neural 
networks depends on the number and positions of radial basis centers. To improve the accuracy of the ultra-
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short-term load forecasting, the k-Means method and particle swarm optimization (PSO) algorithm were 
employed to optimize the optimal number and positions of radial basis centers in the RBF neural network, 
sequentially. This optimization process enhanced the model's ability to capture the complex relationships 
between the various factors influencing the integrated energy consumption in rail transit. The effectiveness of the 
proposed method was validated using actual passenger flow data from subway stations in Wuhan. The analysis 
demonstrated an accuracy rate over 97%, highlighting the efficiency and practicality of the developed model for 
ultra-short-term load forecasting in the context of rail transit systems.
Key words： Hybrid Deep Learning； Radial Basis Function neural network； Ultra-Short-Term Load 
Forecasting； k-Means Clustering Analysis Particle Swarm Optimization Algorithm

随着新型电力系统建设的推进，提升电网的效

率、可靠性和安全性，实现可再生能源的高效整合

成为新型电力系统建设的主要目标之一。在“双

碳”目标的引导下，电力市场建设、负荷侧控制和电

网优化调度等方面的高质量发展，对进一步提升负

荷预测的精度有了更高的要求［1］。月度、年度或更

长时间的中长期负荷预测可作为制定策略、规划建

设的主要依据［2-3］；而短期或者超短期的负荷预测，

则为适应供需平衡、优化电网调度提供了分析基

础［4-5］。尤其是随着新型电力系统的推进，轨道交通

电气化的发展势头也很快速，针对地铁负荷预测方

面的研究还很少。地铁作为现代化大型城市的主

要公共交通系统，其电力消耗的占比及其电力负荷

的时变特性对电力系统的低碳发展具有重要影响。

地铁环控系统的能耗具有高峰值负荷的日周期性

变化及季节性变化等特性［6-7］，而且由于城市轨道交

通规模增长和全球气候变暖影响，其能耗将持续增

长。因此，地铁环控系统的能耗特性对电力系统负

荷预测具有显著影响，开展其超短期负荷预测对于

优化电网效率具有极其重要的理论意义和经济价

值，准确预测高峰时段的电力需求对于电网的稳定

运行和优化管理至关重要。

现有电力系统负荷预测方法主要分为机器学

习、深度学习以及混合深度学习等。传统机器学习

方法通常以专业知识和影响因素合理构建特征工

程。文献［8］利用主成分分析获取短期负荷的特征因

子，通过灰色关联分析研究特征因子与影响因素的

日间加权差异度，建立了基于支持向量机（support 
vector machine， SVM）的预测算法。文献［9］综合考

虑天气、分时电价等影响因素，建立了基于支持向

量回归（support vector regression， SVR）的日负荷

预测模型，能有效减小预测误差。文献［10］采用特征

工程（feature engineering， FE）和自适应蝗虫优化

（adaptive grasshopper optimization， AGO）结合局部

权重 SVR 方法构建混合模型，提高短期负荷的预测

精度。

基于神经网络的深度学习方法如反向传播

（back-propagation， BP）神经网络［11-12］、贝叶斯神经

网络［13］、径向基函数（radial basis function， RBF）神

经 网 络［4-16］等 ，概 率 神 经 网 络（probabilistic neural 
network， PNN）［3］、卷积神经网络（convolution neu⁃
ral network， CNN）［4］、门控循环单元［5］（gated recur⁃
rent units， BiGRU）等在模型预测中都有较为深入

的应用［17］。文献［18］对比分析了不同输入特征对

RBF 神经网络模型预测能力的影响，指数非线性输

入通过提供额外非线性能力，提高非线性分类及逆

建模的精度。文献［19］采用 SVM、STL 时序分解法

和长短时记忆网络（long and short time memory，
LSTM）组合的算法开展电力负荷时间序列数据的

预测。文献［20］则将经验模态分解（empirical mode 
decomposition，EMD）、变 分 模 态 分 解（variational 
mode decomposition， VMD）与 LSTM 进行结合，以

叠加分量形式开展预测。与机器学习相比，深度学

习无需特征工程介入、自学习性更好，但模型有待

持续优化。文献［21］则是综合应用 RBF、GRNN 和极

限学习机（extreme learning machine，ELM）等三种

神经网络模型构建混合模型来提高预测精度。

因此，融合参数寻优与不同类型神经网络的混

合深度学习方法，在基于人工智能的负荷预测方法

中得到了快速发展。文献［22］采用稀疏核主成分分

析（sparse kernel principal component analysis， SKP⁃
CA）提取气象特征，整合用户电力数据提取时空信

息，构建了 CNN 与 LSTM 神经网络相混合的深度

学习预测模型，提高了短期预测精度。文献［23］采用

GA-LSTM，RBF-AE 和 PSO-SVM 等组合预测模

态分解的频段分量，以数据融合方法提高预测精

度。文献［24］利用 CNN 筛选特征维度、提取特征向

量，采用 PSO 寻找深度信念网络（deep belief net⁃
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work， DBN）最优权重。文献［25］采用模糊 C 均值

（fuzzy C-means， FCM）聚类算法对原始数据进行

分类，采用模拟退火粒子群优化（simulated anneal⁃
ing PSO， SA-PSO）算法搜寻 RBF 神经网络的最佳

参数。混合深度学习方法通过融合特征筛选、参数

寻优、预测修正等手段开展短期、超短期负荷预测，

有效提高单一算法的预测精度和泛化能力。

本研究基于武汉地铁的实测数据，以实时能

耗、客流密度、气候条件、空气质量等参数合理筛选

特征数据，搭建了基于 k-Means聚类分析、PSO 参数

寻优和 RBF 神经网络的混合式深度学习方法，建立

了“客流-能耗”实时耦合预测模型，通过参数寻优提

高混合深度学习的预测能力，开展以地铁为代表的

新型电力系统的超短期负荷预测研究。

1 KM-PSO-RBF 超短期负荷预测方

法  
人工神经网络模型是通过模仿生物大脑活动

而开发出的一种数学模型，在神经网络模型中存在

大量非线性的数据处理单元，并对输入的内容进行

学习，这些数据处理单元与生物的神经元类似，是

相互关联的且相互影响的。BP 神经网络由输入层、

隐含层和输出层 3 部分组成。相比于传统的人工神

经网络，BP 神经网络模型较为简单，各神经元之间

的联系并不复杂，而且在设置了相对合理的训练精

度后，BP 神经网络的预测结果也较为精确。BP 神

经网络应用限制较少，对线性和非线性变量都可以

进行预测。RBF 神经网络是 3 层前馈型网络，相比

于 BP 神经网络，其结构简单、学习速度快，具有很

强的非线性函数逼近能力和不规则数据处理能力，

广泛应用于模式识别、信号处理和时间序列预测等

领域。典型的 RBF 神经网络结构包括输入层、隐含

层和输出层，如图 1 所示。

图 1 中，RBF 神经网络的输人层节点状态向量

x=（x1， x2， …， xn）；隐含层的节点状态向量 h=
（h1， h2， …， hm）；输出层状态向量 y=（y1， y2， …， 
yq）。n、m 和 q 分别为输入层、隐含层和输出层的节

点数。隐含层的径向基函数选择高斯函数，则隐含

层的中心点矩阵 C由 m 个中心点向量 c组成。其

中，中心点向量 ci=（ci1， ci2， …， cin），i=1， 2， …， 
m；核宽度参数向量 σ=（σ1， σ2， …， σm）。隐含层与

输出层的层间权值矩阵 Wm × q = ( wij )∈ Rm × q。所

以，第 i个隐含层神经元的输出可以表示为：

hi = exp ( -
 x- c i

2

2σ 2
i ); i = 1,2,⋯,m (1)

RBF 神经网络的计算结果为：

y= hW (2)
因此，中心点矩阵 C、核宽度参数向量 σ和权值

矩阵Wm × q 是决定 RBF 神经网络预测精度的关键。

在 PSO 的寻优过程中，粒子群的每个粒子都会

以其速度运动到新位置。以 u t
l 和 v t

l 分别表示第 l 个
粒子，第 t 次迭代后的位置向量及移动速度向量，如

果粒子维度为 d，则有 u t
l = ( ut

1，l，ut
2，l，⋯，ut

d，l )，v t
l =

( vt
1，l，vt

2，l，⋯，vt
d，l )。Ut和Vt表示第 t次迭代后的粒子

群位置和移动速度矩阵。 t=0 表示 PSO 随机初始

化的粒子群位置 U0和速度 V0。PSO 以迭代循环比

较误差损失函数从而搜索最优解。每次迭代均以

粒子个体历史最优解 pbest和粒子群历史全局最优解

gbest 来更新移动速度。第 l 个粒子第 t+1 次的移动

速度为：

v t + 1
l = fv t

l + c1 r1 ( pbest - x t
l )+ c2 r2 ( g best - x t

l );    t ≥
0,    l = 1,2,⋯,s (3) 

其中，非负数 f为惯性因子；c1，c2为学习率；r1，r2为两

个取值为［0，1］的随机数；s 为粒子数量；上标 t，t+1
为迭代次数，下标 l 为粒子编号。粒子位置更新为

原位置向量与速度向量之和，即：

u t + 1
l = u t

l + v t + 1
l (4)

在 PSO 优化 RBF 神经网络时，粒子的维度 d 即

为 RBF 神经网络待求解的 Cm × n、σ和Wm × q 的全部

参数个数。考虑到粒子群数量及模型训练的局部

图 1　典型的 RBF神经网络结构

Fig.1　Typical RBF neural network architecture
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优化问题，核宽度参数 σ基于中心间最大距离计算，

权重矩阵W以最小二乘法求解。

k-Means 聚类分析是以迭代方式将数据集划分

为多个簇，使得簇内数据点之间的相似度高，而簇

间数据点相似度低。其核心思想是最小化簇内每

个点到其簇质心的距离之和，即最小化簇内的方

差。假设有 k 个簇，每个簇的点数为 e1，e2，⋯，ek，k-

Means的距离之和为：

D = ∑h = 1
k ∑a = 1

eh  za,h - z0
h (5)

其中：z0
h 表示第 h 簇的簇心；za，h 表示第 h 个簇中第 a

个点。

RBF 神经网络的参数优化主要是确定最优中

心点的数量及其位置。以 k-means 方法来确定最佳

中心点数量，PSO 则根据中心点数量决定粒子的数

量，并以簇心为粒子初值，通过将每次迭代的粒子

维度代入到 RBF 模型中，计算其损失函数，进而修

正粒子群的参数，最终得到最优的 RBF 模型。基于

k-Means、PSO 和 RBF 神经网络的混合深度学习模

型逻辑如图 2 所示。

2 负荷数据处理  
某地铁站处于武汉繁华地段，具有非常典型的

商业区地铁站客流密度的特征。为了开展预测模

型的特征选择、算法优化提供了较为合适的分析案

例。本文分别采用了 BP、LSTM 和 RBF 等常见的

神经网络算法作为负荷预测的基本算法。考虑到

RBF 的特点，采用了 K-means 优化其中心点数量，

引入 PSO 优化其中心点的位置。

2. 1　负荷预测基础数据　

整体数据包括了某商圈地铁站点 2022 年 8-9 月

图 2　KM-PSO-RBF混合深度学习预测模型流程图

Fig.2　Flowchart of KM-PSO-RBF Hybrid Deep Learning Prediction Model
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和 2023 年 8-9 月共 122 天的逐时测量值，共 2928 组

数据。其中，将 2022 年的 1464 组数据按照 7：3 的比

例构建训练集和验证集，预测数据集为 2023 年 8 月

1 日至 9 月 30 日的 1464 组数据。

（1）气象参数

地铁站环控系统的原始设计依据如表 1 所示。

其中，大系统是以地铁客流所在区域为主，主要包

括站厅，站台等舒适性空调为主的区域，温度控制

在设定温度，在工作时段开启。小系统是以环控电

控室、照明配电室等发热设备所在区域为主，全天

24 小时运行。以表 1 的数据为基准，在计算冷热负

荷后开展相关环控设备的选型。

（2）客流数据

将地铁站点 2022 年数据集的 61 天实时在站人

数按照小时时段进行平均，其人脸识别计数的平均

数据如表 2 所示。表 2 的时刻是以整点为代表该时

刻前 1 小时的总数，如时段 8 表示是从 7：00-8：00 的

1 个小时时间内。从表中可以看出，在早晚高峰时

段的进出总人数大致相当，平峰时段约为高峰时段

的 60%，全天基本处于较高的人流密度状态。

由于客流数据存在着波动，单纯以人数作为模

型输入，将降低预测模型在不同站点应用的泛化。

因此，采用客流密度的百分比作为在站人数的替

代，开展负荷预测研究。根据客流数据，以及远期

规划的设计参数，实时在站客流密度的百分比如图

3 的梯形所示。

2. 2　参数优化　

根据地铁环控系统的冷热负荷基本参数、主要

扰动因素以及实际测量的数据，预测模型选择室外

干球温度、湿球温度、站台干球温度、站台湿球温度

以及客流密度等 5 个主要因素作为特征。

为了开展不同算法的对比分析，针对所选用的

BP、LSTM 和 RBF 算法开展了以下的参数寻优。

（1）BP 算法：采用梯度下降的方法确定节点

数量。

（2）KM-RBF 算法：采用聚类分析的方法开展

径向基函数中心点个数寻优。中心的数量从 1 个开

始逐个递增，按公式（7）的计算方法采用簇内点到

该簇中心点的距离之和 Dn 作为第 n 次迭代的损失

函数。当 | ( Dn - Dn - 1 ) /Dn - 1 |≤ 1%，即最后两次的

损失函数相对误差小于等于 1% 时停止，以最后一

次的中心点数量为最优中心点数量。K-means 算法

获取中心点数量的损失函数如图 4 所示，最终确定

中心点数量为 39。
（3）PSO-RBF 算法：采用经验方法确定中心点

的个数为输入维度的 2n+1，即 11 个数中心点，学习

因子 c1=1，c2=1，惯性因子 w=0.8。
（4）LSTM 算法：采用网格寻优的方法，确定隐

藏层为 4 层，堆叠层数为 2 层，学习率为 0.01。
（5）KM-PSO-RBF 算法：在 KM-RBF 相同的中

心点数量的条件下，将其中心点的结果作为一个粒

子带入到 PSO 寻优过程，进而采用 50 次迭代后确

定最佳粒子，PSO 迭代寻优后的损失函数如图 5

表 2　 2022 年 8-9 月地铁站点实时在站平均人数

Table 2　Real time average number of people at Station 
from Aug. to Sep. in 2022 (Unit: person/hour)人 /小时

时段

1
2
3
4
5
6
7
8

人数

0
0
0
0
0

13.26
51.92

214.17

时段

9
10
11
12
13
14
15
16

人数

324.5
266.09
220.66
194.7
194.7

181.72
188.21
181.72

时段

17
18
19
20
21
22
23
24

人数

201.19
279.07
330.99
162.25
103.84
77.88
38.94
6.49

图 3　典型客流逐时密度

Fig.3　Typical hourly passenger flow density

表 1　地铁站点环控系统的原始设计参数

Table 1　Original thermo-environmental system design 
parameters for subway station ℃

Unit： ℃

大系统

小系统

空调室外计算

干球温度

32.2
35.4

空调室外计算

湿球温度

26.5
28.5

夏季通风室外

计算温度

32.1
32.1
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所示。

3 结果分析  
地铁站点的人员流动性大，规律性强。首先分

析客流密度对预测结果的影响，明确特征选择的合

理性，然后分析不同优化算法的主要结果，最后汇

总不同算法的预测精度。

3. 1　客流密度对预测结果的影响　

客流密度对预测结果的影响，能从能耗的起因

角度验证特征选择的合理性。含客流密度输入的

预测模型简称为“客流-能耗”模型，无客流密度输入

的预测模型简称为基础模型。基于 KM-PSO-RBF
算法的“客流 -能耗”模型与基础模型的对于整个测

试集的预测精度分别如图 6 和图 7 所示。

从图 6 和图 7 的对比来看，对于相同的 KM-

PSO-RBF 算法而言，“客流 -能耗”模型预测精度远

高于基础模型。在“客流-能耗”模型中，预测值与原

始值的误差在 ±3% 以内的数据达到了 97.61%。

在基础模型中，由于输入数据的维度少于“客流 -能

耗 ”模 型 ，预 测 误 差 在 ±10% 以 内 的 数 据 为

91.12%。由于客流数据未能作为输入特征，在仅开

启小系统时段的 305 组数据中，预测误差在±5% 以

图 4　k-Means损失函数值

Fig.4　Lost function value for k-Means
图 6　基于 KM-PSO-RBF算法的“客流-能耗”模型负荷实测

值与预测值对比

Fig.6　Scatter of measured and predicted load for passen⁃
ger-energy model based on KM-PSO-RBF

图 5　PSO寻优收敛损失函数值

Fig.5　PSO optimization convergence loss function value
图 7　基于 KM-PSO-RBF算法的基础模型负荷实测值与预

测值对比

Fig.7　Scatter of measured and predicted load for normal 
model based on KM-PSO-RBF
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内的数据仅为 37.05%，而在其他时段的 1159 组数

据中，预测误差在±5% 以内的数据仅为 69.28%.
客流密度是否作为输入参数对于能耗模型的

预测精度影响较大。环控系统的实时负荷与客流

有密切关系。人体的热湿负荷，以及因为健康需求

而引入的新风负荷都与客流密度实时相关。在环

控系统中，人员数量、换气次数、CO2 浓度控制所需

新风量的最大值决定了室内的新风需求。室外干

球温度、湿球温度、室内状态参数不能完全有效的

反映地铁站点环控系统的能耗变化规律。作为室

内扰动因素关键环节之一的客流密度，对环控系统

的实时能耗具有较大的影响。

3. 2　不同算法的“客流-能耗”模型逐时预测结果

分析　

为便于分析不同算法的预测效果，考虑到时间

的周期变化规律，以 8 月 7 日至 8 月 13 日共 7 天（168
小时）的时长为例，分析逐时预测结果。该周期的

室外气候条件变化规律如图 8 所示，室外干球温度

波 动 值 在 35.43℃ 至 26.03℃ 之 间 ，平 均 温 度 为

30.30℃，日最高温度都达到了 33℃以上；室外湿球

温度波动值在 29.73℃ 至 24.77℃ 之间 ，平均值为

27.04℃。该典型工作周的实际室外气候条件基本

符合站点原始设计图纸中的设计参数要求，因而采

用该周期的相关数据开展进一步分析。

“客流 -能耗”模型在该周期内的逐时能耗原始

值与预测值如图 9 所示。五种算法的预测值均能够

跟随原始值的变化进行波动。最低值和最高值时

刻都能较为准确预测到能耗的峰值与谷值。在平

均绝对百分比误差（Mean Absolute Percentage Er⁃
ror， MAPE）方面，BP 算法最大为 2.42%，KM-RBF
为 2.33%，PSO-RBF 为 1.89%，LSTM 和 KM-PSO-

RBF 分别为 1.97% 和 1.73%。

基础模型在该周期内的逐时能耗原始值与预

测值的如图 10 所示。与图 9 相比，基础模型的整体

预测精度整体偏低，波动性较大，五种算法（后续未

特别说明的五种算法，均按照 BP，KM-RBF，PSO-

RBF，LSTM 和 KM-PSO-RBF 的顺序）的 MAPE 分

别达到了 8.10%，8.66%，6.24%，6.87% 和 4.71%。

图 8　典型周期（8/7-8/13）室外气候条件变化规律

Fig.8　Outdoor climatic conditions change in the typical 
period (8/7-8/13)

图 9　“客流-能耗”模型不同算法的逐时预测耗电量（8/7-8/13）
Fig.9　Hourly energy consumption predicted load for passenger-energy model based on different algorithms for a typical pe⁃

riod (8/7-8/13)
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对于不同时段的预测结果，也存在一定的区别。在

夜间停运时段的客流密度值为 0，但未能作为基础

模 型 的 输 入 特 征 ，导 致 在 0 时 至 5 时 的 误 差 在

±10% 以 内 的 比 例 分 别 为 42.86%，22.86%，

57.14%，49.62% 和 62.86%。而在地铁运行时点，

误 差 在 ±10% 的 比 例 则 分 别 达 到 了 87.22%，

90.98%，100%，97.33% 和 99.25%。显然，对比该

周期内的预测结果，客流密度作为关键特征的引

入，降低了误差的平均值，有效提高了负荷预测模

型的整体效果。

3. 3　“客流-能耗”模型的预测精度对比　

“客流 -能耗”模型中不同预测算法在验证集和

测试集中预测值与真实值的决定系数（Coefficient 
of determination，R2）如表 3 所示。从整体情况来

看，验证数据的 R2 值高于测试数据的 R2 值。BP 模

型在四个模型预测精度最小，三个 RBF 模型训练数

据预测精度都超过了 97%。KM-RBF 和 PSO-RBF
之间差别较小，但均低于 KM-PSO-RBF，证明提高

RBF 算法预测精度需要同时开展中心点个数及其

位置的双重优化。KM-PSO-RBF 寻找到最优的中

心点集合，跳出因梯度下降而陷入局部最优解的问

题，具有更高的预测精度和泛化能力。

由于该站点建设时间较早，环控主机数据尚未

能接入数据中心，整体数据的输入特征的维度较

少。如果能获取更多关于环控主机的相关设备各

个关键点的实时工况参数，则预测精度将可以得到

进一步的提升和优化。

4 结论  
本文采用 RBF 神经网络开展地铁环控系统的

超短期负荷预测研究，利用 K-means 聚类分析结合

PSO 优化 RBF 神经网络的结构参数，从而提高了该

混合深度学习方法的预测精度。结论如下：

（1）客流数据对于地铁站点环控系统的负荷预

测结果有关键性影响。将客流密度作为输入特征

时，KM-PSO-RBF“客流 -能耗”模型的测试集 R2 达

到 0.9733。
（2）参数优化对于深度学习算法的预测精度具

有明显提升作用。针对 RBF 神经网络，以 K-means
算法搜寻最佳中心点数量，然后采用 PSO 算法确定

中心点的最佳位置，实现了参数的双重优化。KM-

PSO-RBF“客流-能耗”模型测试集的预测值与原始

值的误差在±3% 以内的数据达到了 97.61%，预测

效果明显高于其他对比算法。

（3）地铁站点环控系统实际能耗的精确预测能

有效支持需求响应研究，通过详实的能耗、客流及

环控设备实时工况等数据，分析扰动因素、周期因

图 10　基础模型不同算法的逐时预测耗电量（8/7-8/13）
Fig.10　Hourly energy consumption predicted load for model based on different algorithms for a typical period (8/7-8/13)

表 3　“客流 -能耗”模型预测精度比较

Table 3　R2 for the accuracy of the four prediction mod⁃
els

预测算法

BP
KM-RBF
PSO-RBF

LSTM
KM-PSO-RBF

R2
验证集

0.9809
0.9865
0.9888
0.9892
0.9913

测试集

0.9417
0.9681
0.9701
0.9685
0.9733
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素对能耗的影响规律，从而获取更优预测结果，为

开展优化控制与节能运行提供数据支撑。
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